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Resumen 
 

En los últimos años las ANN han tenido un gran desarrollo en el control de procesos industriales debido 
principalmente a su capacidad de modelizar relaciones complejas, que los sistemas tradicionales no han sido 
capaces de hacer, y predecir satisfactoriamente si las características de un producto se adecuan o no a las 
especificaciones correspondientes. Estas estructuras han sido ampliamente utilizadas en la caracterización de 
otros materiales como cemento, hormigón, algunos metales o la madera. 
El perceptrón multicapa, una de las redes neuronales artificiales más populares, se ha convertido en los 
últimos tiempos en una potente herramienta de modelización en numerosos campos que van desde las 
finanzas, a la ingeniería o la medicina. Esta herramienta consigue mejorar sustancialmente cualquier modelo 
previo propuesto para modelizar cualquier sistema independientemente de la naturaleza de éste, con la 
ventaja añadida de que no necesitan ninguna suposición previa sobre la estructura de los datos  
Sin embargo, la red sólo proporciona el valor de la salida sin ninguna información acerca de su precisión. La 
obtención de la incertidumbre de salida es importante, no sólo porque proporciona un intervalo de confianza 
sobre el valor de salida, sino porque da una idea de la calidad del método de medida. Esta incertidumbre 
procede de dos fuentes, por un lado el ruido inherente a los valores de entrada y por otro la simplificación del 
fenómeno que todo modelo matemático supone. 
En este trabajo se va a desarrollar una nueva metodología para obtener tanto la incertidumbre como los 
intervalos de confianza de la salida de un modelo específico de red neuronal, el perceptrón multicapa, 
basándose en el método de simulación de Montecarlo especificado en Suplemento 1 de la GUM para 
posteriormente aplicarlo a la modelizacion del ensayo de resistencia a compression del concreto. 
 
Descriptores: Concreto de alta resistencia, red neuronal artificial, resistencia a compresión, incertidumbre, 
Método de Monte Carlo  
 

Abstract 
 
Major advances have been made with the use of ANNs in recent years in industrial process control, mainly 
because they are capable of modeling complex relations, unlike conventional systems, and can adequately 
predict whether or not the characteristics of a product are in line with specifications. They have been widely 
used to characterize other materials such as cement, concrete, certain metals or wood. 
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The multilayer perceptron, one of the most popular artificial neural networks, has become a powerful modeling 
tool in numerous fields, ranging from finances to engineering and medicine. This tool is capable of 
considerably improving on all previous models proposed for modeling any system, regardless of its nature, 
with the added advantage that no prior assumption on the structure of the data is necessary. 
However, the network provides only the output value, with no information about its accuracy. Obtaining the 
output uncertainty is important, not only because it provides a coverage interval for the output value, but also 
because it indicates the quality of the measuring method. This uncertainty comes from two sources: firstly, the 
inherent uncertainty in the input data, and secondly, the simplification of the phenomenon involved in any 
mathematical model. 
This study develops a new methodology for obtaining both the output uncertainty and coverage intervals of a 
specific neural network model - the multilayer perceptron - based on the Monte Carlo simulation method 
indicated in Supplement 1 to the Guide to the Expression of Uncertainty in Measurement (GUM), in order to 
use it when modelling the test of resistance to compression of concrete. 
 
Keywords: High performance concrete, artificial neural network, resistance to compression, uncertainty, 
Monte Carlo method 
 
1. Introducción 
 
En los últimos años, el desarrollo de ordenadores 
cada vez más potentes ha contribuido al aumento 
del uso de las técnicas de modelización mediante 
redes neuronales artificiales en muy diferentes 
ámbitos de la ingeniería y la investigación. Estas 
herramientas consiguen mejorar sustancialmente 
cualquier modelo previo propuesto con la ventaja 
añadida de que no necesitan ninguna suposición 
previa sobre la estructura estadística de los datos 
[1].  
 
Sin embargo la red neuronal no proporciona ninguna 
información sobre los intervalos de confianza o la 
incertidumbre del valor de salida [1]. Esta 
incertidumbre es importante no sólo porque es 
indicativa de la calidad de nuestro proceso de 
medida, sino porque a la vez nos proporciona un 
intervalo de confianza sobre nuestro resultado [2,3]. 
 
Según la definición, aceptada internacionalmente, la 
incertidumbre asociada a una medida se puede 
definir como la raíz cuadrada de la varianza de su 
función de densidad de probabilidad. La Guía de 
Expresión de la Incertidumbre del Resultado de 
Medidas (GUM) [4] explica un método para obtener 
la incertidumbre de una medida partiendo de los 
valores de los parámetros de entrada y de sus 
distribuciones de probabilidad y válido en la mayoría 
de los casos. Sin embargo, en algunas ocasiones en 
las que el mensurando se define como una función 
dependiente de los valores de entrada, implica el 
conocimiento de la función que relaciona  los 
parámetros de entrada con el mensurando, lo cual 
se encuentra con los problemas de modelos 
especificados por soluciones numéricas como es el 
caso de modelos definidos mediante ecuaciones 
diferenciales [5] o excesivamente complejos y no 

lineales, como puede ser el caso de una red 
neuronal artificial. Esto hace que la evaluación de la 
incertidumbre de salida basada en la ley de 
propagación de las incertidumbres sea de imposible 
aplicación o proporcione unos valores no del todo 
fiables [5].  
 
Para solucionar estos problemas el Grupo de 
Trabajo del Joint Commitee for Guides in Metrology 
(JCGM) elaboró un suplemento, válido para un 
grupo mayor de situaciones [6], dónde se detalla la 
obtención de la incertidumbre de salida del 
mensurando a partir de la simulación por el Método 
de Montecarlo (MCM) [7]. 
 
En este artículo se va a desarrollar una nueva 
metodología, basándose en el método de simulación 
de Montecarlo especificado en Suplemento 1 de la 
GUM [7], para obtener la incertidumbre de la salida 
de un perceptrón multicapa aplicado a la 
modelización del ensayo de resistencia a 
compresión del concreto de alta resistencia de 
acuerdo a la norma  ASTM C39/C 39M [8] tras 
diferentes periodos de curado. 
 
2. Material y Métodos  
 
2.1. Concreto de alta resistencia. 
 
En este estudio se han utilizado 1054 probetas de 
concreto de alta resistencia fabricadas con distintos 
tipos y cantidades  de cemento, arena,  piedra y 
agua. Las probetas para el ensayo de compresión se 
han fabricado de acuerdo a la norma ASTM C 192/C 
192M [9]. Los ensayos de compresión se han 
realizado según la norma  ASTM C39/C 39M [8] tras 
diferentes periodos de curado. 
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Los ensayos de compresión axial se realizaron en 
una máquina TONI-TECHNIK provista de una célula 
de 3.000KN y TINIUS OLSEN DE 1.500KN. De 
acuerdo a estudios similares realizados 
anteriormente [10-12]. Como variables explicativas 
se tomaron el tiempo de curado, tipo cantidad y 
porcentaje de aditivo; tipo, porcentaje y cantidad de 
microsílice; cantidades de agua, piedra, arena y 
cemento; el TNM de la piedra, los pesos específicos 
de la arena y la piedra y la relación agua-cemento.  
 
La siguiente tabla (tabla 1) muestra los equipos 
utilizados en los ensayos así cómo su rango de 
media e incertidumbre. 
 
Tabla 1. Equipos utilizados. 
 

Equipo Incertidumbre 

Tamiz 3/4" 0.05 mm 

Tamiz 1” 0.04 mm 

Balanza (0-100) kg 0.02 kg 

Balanza (0-21000) g 2.5 g 
Pie de rey (0-300) mm 5·10-3 mm 

 
2.2. El perceptrón multicapa 
 
El perceptrón multicapa (Fig. 1) lo podríamos definir 
como un sistema computacional que imita las 
capacidades computacionales de los sistemas 
biológicos utilizando un gran número de elementos 
interconectados. Su carácter de aproximador 
universal de funciones [13] le permite modelizar 
complejas relaciones no lineales. 

 
El diseño de perceptrón multicapa es un proceso 
lento y complejo en el cual no existe una regla 
definida para determinar la estructura interna de la 
red. Sin embargo existen una serie de 
recomendaciones para su diseño, basadas en el 
número de datos disponibles [14] o en el tipo de 
configuración más deseable [15]. A esto hay que 
añadirle a una serie de condiciones que se deben 
cumplir para que la red cumpla su función con las 
garantías suficientes, entre ellas evitar el 
sobreentrenamiento [16]. 
 
Como función de transferencia se ha utilizado la 
tangente hiperbólica sigmoidea y todos los valores 
de las variables, tanto las independientes como la 
dependiente, se normalizaron mejorar la efectividad 
de la función de transferencia.  
 
 

Como algoritmo de entrenamiento se ha utilizado la 
retropropagación resiliente, el cuál mejora 
notablemente los resultados para el caso de 
funciones de transferencia sigmoidea [16]. 
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Fig. 1. Feed-forward multilayer perceptron neural 
network  
 
2.3. Método de Monte Carlo para el cálculo de la 
incertidumbre en los ensayos (método 
adaptativo). 
 
El Suplemento 1 de la GUM [8] describe el método 
numérico basado en la simulación de Monte Carlo 
para obtener dicha incertidumbre. El número de 
simulaciones dependerá del grado de tolerancia que 
se desee para el resultado final. Por regla general 
para unos intervalos del 95% de cobertura suelen 
ser necesarias unas 106 simulaciones [ 3, 8].  
 
El método adaptativo de Monte Carlo descrito en el 
apartado 7.9 del Suplemento 1 de la GUM [8] intenta 
reducir este número de simulaciones al definirlas a 
partir de un método iterativo basado en el nivel de 
precisión deseado para la incertidumbre y el factor 
de cobertura requerido. 
 
El gráfico (Fig. 2) describe el proceso completo de 
obtención tanto de la red neuronal cómo de la 
incertidumbre de los datos de salida de un 
perceptrón multicapa. 
 
Para evaluar la calidad de los intervalos de 
confianza se va a utilizar la probabilidad de 
cobertura de los intervalos de predicción (Prediction 
intervals coverage probability - PICP)  [1, 17, 18] 
(EC. 13) la cuál evalúa el número de datos 
experimentales incluidos dentro del intervalo de 
confianza. Esta medida es un buen indicador de la 
calidad de los intervalos de confianza obtenidos [1]. 
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Fig. 2. Diagrama de flujo del método adaptativo de 
Montecarlo. 
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ntest: número de datos experimentales; Li y Ui: límites 
inferior y superior de los intervalos de confianza del 
valor i-ésimo; ti:  i-ésimo valor experimental. 
 
 
De acuerdo a [18] y [19] es de esperar que PICP(%) 
supere el 95%. 

 
Para todos los cálculos se ha desarrollado un 
programa específico en lenguaje MATLAB®. 
 
3. Resultados  
 
3.1. Incertidumbres de las variables de entrada 

 
Las incertidumbres de las variables de entrada y 
salida se han obtenido a partir de los datos de los 
ensayos.  
 
Los valores obtenidos para cada uno de los 
parámetros de entrada, así como sus 
incertidumbres, se reflejan en las siguientes tablas 
(tablas 2 y 3). 
 
Tabla 2. Variables de entrada. 
 

Variable Media 
Desv. 
típica 

Incert. 

Periodo de 
curado (días) 

43.2 30.3 0.9 

% aditivo 2.0 0.35 1.2·10-2 

Aditivo (kg/m3) 12.7 3.8 0.7 

% Microsílice 7.5 2.0 6.6·10-2 

Microsílice 
(kg/m3) 

48.1 15.0 0.8 

a/c 0.3 0.04 1.5·10-3 

Cemento 
(kg/m3) 

586.7 80.0 2.6 

TNM (“) 1 0.06 2.2·10-3 

Arena (kg/m3) 423.7 93.3 2.9 

 
Tabla 3. Constantes de entrada 
 

Parámetro Valor Incertidumbre 

Agua (L/m3) 186.4 0.7 

PE  arena (Ton/m3) 2.7 8.1·10-4 

Piedra (kg/m3) 1006.2 0.7 

PE Piedra (Ton/m3) 2.7 8.1·10-4 

 
3.2. Red neuronal artificial. 
 
La arquitectura óptima para el preceptrón multicapa 
consta de dos capas ocultas con 6 y 1 neuronas 
cada una. Los resultados del proceso de 
entrenamiento, validación y comprobación pueden 
observarse en la siguiente tabla (tabla 4). 
 
Tabla 4. Resultado del proceso de diseño de la red 
neuronal artificial. 
 

Fase Estructura R2 R 
Error 
(%) 

Entrenamiento 

[15 6 1 1] 

0.81 0.90 4.3 

Validación 0.81 0.90 4.2 

Comprobación 0.80 0.89 4.2 

 
La figura 3 muestra las correlaciones entre los datos 
experimentales y los obtenidos por la red durante la 
fase de comprobación. 
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Los valores obtenidos para los coeficientes de 
determinación para el conjunto de comprobación 
(tabla 4) son de 0.80 y 0.81, lo cual indica que los 
modelos obtenidos son capaces de explicar el 80% 
de la variabilidad de las muestras. 
 

 
 
Fig. 3. Correlación entre los valores observados y 
predichos en el conjunto de comprobación 
 
3.3. Simulación de la incertidumbre mediante 
Montecarlo. 
 
Los resultados de la incertidumbre, obtenida 
mediante la simulación de Montecarlo, sobre los 
datos de los conjuntos de entrenamiento, validación 
y comprobación se muestran en la siguiente tabla 
(tabla 5). 
  
Tabla 5. PICP sobre el conjunto de los datos 
 

Conjunto PICP (%) 

Entrenamiento 98.3 

Validación 98.2 

Comprobación 97.8 

 
4. Discusión. 
 
Los resultados obtenidos para la red neuronal se 
encuentran dentro del rango de valores obtenidos en 
otros estudios de modelización de las propiedades 
del concreto. Así, los resultados obtenidos con 
coeficientes de correlación comprendidos entre 0.90 
y 0.91, son coherentes con los obtenidos por otros 
autores consultados [20 - 25], los cuales obtuvieron 
coeficientes de correlación entre 0.81 y 0.98. 
 

Igualmente los coeficientes de determinación 
obtenidos (R2=0.80 y R2=0.81) son superiores a los 
obtenidos por [26]   y similares a los obtenidos por 
[27] los cuales obtuvieron coeficientes máximos de 
0.78.  
 
Los valores de PICP(%) obtenidos son del 98% 
(tabla 6) indicando que casi todos los datos 
experimentales del estudio están incluidos dentro del 
intervalo de confianza. Se puede observar que el 
valor de PICP(%) es superior al 95% indicado por 
[18]   en su artículo y está dentro de los rangos 
obtenidos por [18], [1] o [17] los cuáles obtuvieron 
intervalos de confianza entre 75% y  100% 
dependiendo del método utilizado en la simulación.  
 
El resultado es superior al obtenido por [10] en su 
estudio de los intervalos de confianza de las 
predicciones en los mercados de energía en el cual 
se obtuvieron PICP(%) entre 92.6 y 94.1%. 
El resultado obtenido es también superior al 
obtenido por [28] en su estudio de los intervalos de 
confianza de las predicciones de demanda del 
mercado eléctrico, los cuáles obtuvieron PICP(%) 
entre el 50% y el 100%. 
 
También es superior a los resultados reportados por 
[29] los cuales obtuvieron, para un factor de 
cobertura del 95%, un PICP(%) entre 89.6 y 99.6%  
dependiendo del método utilizado en la 
modelización. Y coherente con los resultados de [30] 
los cuales obtuvieron PICPs(%) superiores al 95% a 
partir de 50 simulaciones. 
 
5. Conclusiones. 
 
Se ha obtenido una red neuronal artificial con el 
suficiente nivel de confianza para ser utilizada como 
método alternativo al normalizado para la obtención 
de los resultados de resistencia a compresión del 
concreto de alta resistencia. 
 
Se ha utilizado en método de Montecarlo para 
obtener la incertidumbre de los valores de salida de 
una red neuronal artificial obteniéndose unos niveles 
de confianza similares a otros estudios. 
Por lo tanto, se ha comprobado la validez del uso de 
la técnica de Montecarlo para la simulación de la 
incertidumbre de los valores de resistencia a 
compresión obtenidos a partir de la simulación 
mediante una red neuronal artificial. 
 
Se ha mejorado la posibilidad de la utilización de las 
redes neuronales artificiales para el control en 
fábrica de la resistencia a compresión ya que la 
incertidumbre del ensayo permite conocer el grado 
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de cumplimiento/no cumplimiento de una 
especificación cuando los resultados obtenidos se 
encuentran próximos a los límites de la 
especificación. 
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